
前 言

皮肤病变往往容易导致皮肤癌，而在众多的皮肤

癌病症中，恶性黑色素瘤是致命的，占皮肤癌死亡率的

75%［1］。据世界卫生组织统计，全球每年至少发生约200

万到300万例非黑色素瘤皮肤癌患者和132 000例恶性

黑色素瘤皮肤癌患者。恶性黑色素瘤在全球的发病率

持续上升，而对于早期的恶性黑色素瘤进行切除，其治

愈率高达95%［2］。但是，黑色素瘤早期阶段的检测是很

困难的，因为它们类似于常见的痣或者由于皮肤表面

的毛发、皮肤的颜色、毛细血管、皮肤病变区域与未病

变区域之间的对比度较低等因素而影响检测。皮肤病

变的临床评估是通过眼睛检查或临床照相来确定可疑

病变，然后通过皮肤镜进一步检查。因此，皮肤病变图

像的计算分析在皮肤癌预防中非常重要［3］。研究人员

通过开发算法和计算机辅助诊断系统（Computer Aided

Diagnosis, CAD）来帮助皮肤科医生分割出皮肤病变区

域用以诊断恶性黑色素瘤。

在过去的几十年中，关于皮肤病变图像分割的

研究一直在持续进行。传统的图像分割算法中，皮

肤病变图像分割的方法主要包括基于阈值［4-5］的区域

增长［6-7］分割方法以及基于活动轮廓的方法［8-9］等。而

近年来，随着深度学习的不断发展，基于深度卷积神

经网络（Convolution Neural Network, CNN）［10］的分割

方法首先被应用在图像分割领域。但其存在着存储
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方面开销过大、计算效率低下，丢失关键信息等问

题。因此，在2015 年Shelhamer等［11］提出了全卷积神

经网络（Fully Convolutional Networks, FCN）用于图

像分割领域，取得了较好的分割效果。此后，研究者

借助FCN网络结构的思想提出了不同类型的分割网

络算法并取得了令人满意的分割结果。其中，在这

众多的分割网络算法中主要有 Badrinarayanan 等［12］

提出的SegNet网络，Chen等［13］提出的DeepLab网络，

Ronneberger等［14］提出的U-Net网络。

由于上述网络的提出，皮肤病变图像分割也迎

来了新的发展并取得一系列的成果。本文也正是基

于以上网络的设计思路，在SegNet网络结构的设计

思想基础上提出一种基于多尺度编码 -解码网络

（Multi-Scale Encoder-Decoder Network, MSEDN）的

皮肤病变分割算法。该算法是通过在SegNet网络编

码-解码的结构上增加了多尺度的输入的形式，同时

在编码层中的池化层 2（pool2）输出一个二进制双线

性插值的中间预测特征图到解码层的最后一层卷积

块进行级联输入提高最终的分割精度。MSEDN 网

络不仅继承了SegNet网络结构训练速度快、训练模

型存储小等特点，同时采用多尺度输入的方式增强

网络对皮肤病变图像信息的充分学习，输出二进制

双线性插值的中间预测特征图［15］到解码层的最后一

层卷积块进行级联输入使得编码层提取的特征图信

息能够进行充分解码输出。

1 SegNet网络

SegNet网络是Badrinarayanan等［12］提出来的，用

以解决无人驾驶或智能机器人的图像语义分割问题

的深度网络。其主要由编码网络和解码网络两部分

组成，最后将解码网络的输出特征图输入到一个

Softmax分类器中得到最终的分割结果。

此外，SegNet网络是一个对称网络，其编码网络

结 构 跟 VGG16 网 络［16］结 构 一 样 ，包 括 卷 积 层

（Convolution）、激活层（ReLU）、池化层（Pool）以及批

量归一化层（Batch Normalization, BN）5个卷积块共

13层组成。其解码结构也由5个上采样块共13层组

成，包括上采样层（Upsample）、Convolution层、ReLU

层和BN层。编码层与解码层之间是一一对应的关

系，将图像输入到编码网络结构的第1个卷积块通过

卷积激活池化操作提取图像特征输出到下一个卷积

块以及相应的解码网络结构的最后一部分的上采样

块进行图像的复原。同理，编码网络剩余的4个卷积

块以及解码网络的剩余的 4个上采样块也是一一对

应的。这样通过编码网络不断提取图像的特征向下

传输并传输到与之对应的解码网络，对图像进行解

码还原使得整个网络构成一个对称网络，最后通过

SoftMax分类器实现图像的分割。

SegNet网络是在FCN网络结构设计的思想上进

一步改进得到的，FCN网络相较于VGG16网络其最

大的特点是将两层全连接层改为卷积层，并在其后

进行上采样层，采用跳跃融合的结构。而SegNet网

络则直接将VGG16网络的两层全连接层去掉，进行

上采样以及编码网络与解码网络之间信息的直接编

解码。在SegNet网络中，其解码网络是整个网络最

重要的部分。解码网络中的上采样（Upsample）的指

数（Indices）与编码网络中的指数一样，这样可以保留

分割图像中的高频信息，并大大减少训练参数，提高

图像边界的描述以及加快训练速度，降低内存等。

然而，SegNet 网络的编码网络结构在提取输入

图像特征时，由于输入尺度的原因可能导致图像的

部分关键特征信息未能提取。同时，SegNet 网络的

编码结构和解码结构均有5个部分，网络相对复杂易

造成过拟合，在皮肤病变图像分割结果上仍存在些

许不足。因此，在此基础上本文提出了一种基于

MSEDN的皮肤病变图像分割算法。

2 多尺度编码-解码网络

MSEDN 是在 SegNet网络结构设计思路的基础

上进行修改而得到的网络,采用SegNet网络的对称网

络结构的形式。其不仅继承了SegNet网络结构的训

练速度快、训练模型存储小等特点，同时考虑到

SegNet网络结构中编码层结构根据VGG16网络结构

进行编写的，每一层提取的输入图像的特征图是有

限的，不能够较为完整的将整个输入图像的特征都

提取到编码层中进行编码，存在信息提取缺失。因

此，对编码层采用多尺度输入的方式，增加编码层对

输入图像特征图信息的提取，并将不同尺度输入的

编码层进行融合，通过最大池化层传递到相应的解

码层以及下一编码层中，使得网络对图像的学习进

一步加强。在编码网络的第2层卷积块pool2输出二

进制双线性插值的中间预测特征图到解码层的最后

一层卷积块进行级联输入使得编码层提取的特征图

信息能够充分解码输出，利于最后对皮肤病变图像

的分割，提高分割精度。

MSEDN网络主体上也是一种编码-解码网络，其

中编码网络结构主体部分跟VGG16网络结构相似，

主要是由 4 个卷积块组成［17］，包括 Convolution 层、

ReLU层、BN层和Pool层。同时，借助 inception-v2网

络［18］结构形式使得编码网络为多尺度输入结构。而
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解码层结构相应地由 4 个上采样块组成，包括

Convolution层、ReLU层、Upsample层以及BN层，其

仍与SegNet网络的解码网络结构一样。最后，在解

码网络后面加一个SoftMax分类器，实现整体网络对

皮肤病变图像的分割，达到最佳的分割效果。

MSEDN网络结构示意图如图1所示。

图1 MSEDN网络结构示意图

Fig.1 Schematic diagram of multi-scale encoder-decoder network (MSEDN)

Conv+BN+ReLU Soft MaxPool DropoutConv+BN+ReLU Upsample

如图 1 所示，MSEDN 网络的整体架构以“退出

（dropout）”层为中心将整个网络分为两部分，即编码

网络和解码网络。在编码网络中每个卷积块采用多

尺度输入的方式，皮肤病变图像通过不同尺度的E1

层进行卷积、批量归一化、激活操作，然后输入到

pool1层中。采用最大池化的方式提取关键信息传输

到下一个卷积块，同时将提取的关键信息相应地输

入到解码网络中的上采样块中进行解码。当信息传

输到 pool4层后，通过 dropout层防止信息过拟合，然

后传递到解码网络的Upsample4层进行上采样并继

续逐层解码传输。最后，通过SoftMax分类器得到最

后的皮肤病变图像的分割结果。此外，在pool2层输

出 一 个 二 进 制 双 线 性 插 值（Binary Bilinear

Interpolation, BBI）的中间预测层到D1层，实现编码

网络中间高频信息进一步传输到解码网络进行图像

还原，提高图像边界的描述及分割精度。

对于BBI来说，其是将两个不同变量的插值函数

进行线性插值扩展，主要意思即在两个方向分别进

行一次线性插值。假设图像上相邻的 4个点分别为

Q11 = (x1,y1)、Q12 = (x1, y2)、Q21 = (x2 ,y1)、Q22 = (x2 ,y2) ，求

未知函数 f 在点 p(x, y)的值。因此，先在 x方向进行

线性插值，得：

f (R1) ≈ x2 - x
x2 - x1

f (Q11)+ x - x1
x2 - x1

f (Q21) （1）

f (R2) ≈ x2 - x
x2 - x1

f (Q12)+ x - x1
x2 - x1

f (Q22) （2）

其中，R1 = (x,y1)，R2 = (x,y2)，然后，在 y 方向进行线性

插值，得：

f (p)≈ y2 - y
y2 - y1

f (R1)+ y - y1
y2 - y1

f (R2) （3）

因此，综上求得 f (x,y)：
f (x,y)≈ f (Q11)(x2 - x1)(y2 - y1) (x2 - x)(y2 - y)

+
f (Q21)(x2 - x1)(y2 - y1) (x - x1)(y2 - y)

+
f (Q12)(x2 - x1)(y2 - y1) (x2 - x)(y - y1)

+
f (Q22)(x2 - x1)(y2 - y1) (x - x1)(y - y1)

（4）

即：

p≈ (x2 - x)(y2 - y)(x2 - x1)(y2 - y1)Q11 +
(x - x1)(y2 - y)(x2 - x1)(y2 - y1)Q21

+
(x2 - x)(y - y1)(x2 - x1)(y2 - y1)Q12 +

(x - x1)(y - y1)(x2 - x1)(y2 - y1)Q22
（5）

3 实验内容

3.1 数据集与实验参数设置

本文实验采用的数据集是2016年国际生物医学

图像之皮肤病变分析黑色素瘤检测挑战赛（ISBI

2016 Skin Lesion Analysis Towards Melanoma

Detection Challenge）的公共数据集［19］，该数据集包括

900张训练图像，379张测试图像，以及相应的人工分
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割的真实标签图像。由于数据集中的图像大小，分

辨率等不同导致其对MSEDN网络的训练结果会产

生一定的影响，因此将数据集图像进行预处理。通

过对图像进行简单的尺寸变换、裁剪、翻转等操作，

使得数据集符合MSEDN网络的训练要求。

本实验将数据集图像分辨率统一设置为

512 × 512 ，同时将人工分割的真实标签图像进行处

理制作索引图，便于整个网络的训练及测试。同时，

实验是基于深度学习框架-Caffe框架［20］实现的，所有

的 运 算 都 在 一 块 内 存 为 8 G 的 Nvidia GeForce

GT750M 的显卡上来加速网络训练。在 MSEDN 网

络训练过程中，采用随机下降梯度法（Stochastic

Gradient Descent, SGD）来更新网络权值，网络的初始

学习率设置为0.001，动量（momentum）设置为0.9，权

重衰减为0.000 5，最大迭代次数为4万次。在网络的

测试阶段，将测试集中的图像逐张输入到训练好的

MESEDN网络模型中，通过网络的前向传播与反向

求导的方式计算测试集图像的分割结果，并输出每

张测试图像的分割效果图。

3.2 评估指标

本文对皮肤病变图像的分割性能的评估指标由

ISBI 2016 Lesion Analysis Towards Melanoma

Detection Challenge提供，作为皮肤病变图像最终分

割性能的评判标准。对于皮肤病变图像分割性能的

评估指标主要包括：逐像素分割精度（Accuracy, Ac）、

Dice 相似度（Dic）、Jaccard 指数（Jac）。其中，对于

Accuracy、Dic以及定义如下：

Ac = Ntp + Ntn

Ntp + Nfp + Nfn + Ntn

（6）

Jac = Ntp

Ntp + Nfn + Nfp

（7）

Dic = 2∙Ntp

2Ntp + Nfn + Nfn

（8）

其中，Ntp 、Ntn 、Nfp 和 Nfn 分别表示真阳性、真阴性、

假阳性和假阴性数，它们都是像素级上定义的。若

病变像素的预测是病变，则认为病变像素是真阳性；

否则被认为是假阴性。如果非病变像素的预测是非

病变的，则认为是真阴性；否则判定为假阳性。

3.3 实验结果与分析

通过对 ISBI 2016皮肤病变图像数据集中的进行

训练和测试，来验证本文所提出的MSEDN分割网络

的有效性以及准确性。

3.3.1 MSEDN网络的选择 MSEDN网络在对皮肤病

变图像数据集进行训练时，其训练损失（loss）值变化

图如图2所示。

观察图2可以发现MSEDN网络在训练过程中，随

着迭代次数不断增加，loss值逐渐趋于稳定。当网络训

练迭代趋于最大迭代次数4万次，loss值基本稳定，这时

所得训练模型具有一定准确性。此外，MSEDN网络是

在SegNet网络结构的设计思路的基础上进行修改而得

到的网络，而SegNet网络又是在FCN网络结构基础上

提出的。因此，通过对比MSEDN网络与SegNet网络、

FCN网络分别在皮肤病变图像的分割结果，从而验证

MSEDN网络的有效性和准确性。本文采用逐像素分

割精度Ac、Dic、Jac 3项评估指标来对最后的分割结果

进行评估。实验是在Caffe中进行的，结果如表1所示。

通过观察表可知，MSEDN网络在皮肤病变图像

的各项评估指标上均明显高于FCN网络与SegNet网

络，表明MSEDN网络对于皮肤病变图像分割具有显

著效果，验证了MSEDN网络的有效性及准确性。

最后，根据MSEDN网络在皮肤病变图像分割的

各项评估指标上取得的显著结果，得到其最终的分

割效果图，如图3所示。

图2 MSEDN网络训练 loss变化图

Fig.2 Changes of MSEDN training loss

Network

FCN

SegNet

MSEDN

Accuracy

0.941 3

0.936 9

0.973 7

Dic

0.886 4

0.912 5

0.958 4

Jac

0.813 7

0.841 4

0.920 1

表1 MSEDN网络、SegNet网络以及FCN网络分割结果

Tab.1 Segmentation results of MSEDN network, SegNet
network, and FCN network

FCN: Fully convolutional networks; MSEDN: Multi- scale encoder-

decoder network
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图像

原始

真实图像

人工分割

分割图像

网络MSEDN

图3 皮肤病变图像分割效果图

Fig.3 Segmentation of skin lesion images

3.3.2 对比与评估 本文实验数据集采用是 ISBI 2016

皮肤病变图像的公共数据集，在其官方网站提供部

分参赛人员在皮肤病变图像分割各项评估指标结

果。选取官网中前 5名皮肤病变图像分割各项评估

结果与MSEDN网络的分割结果进行比较，结果如表

2所示。

MSEDN 网络各项评估指标均显著超过 ISBI

2016前5名，无论是在逐像素分割精度、Dice相似度，

还是 Jaccard指数均有很大提升，表明该网络在皮肤

病变图像分割上具有有效性和准确性，所提算法优

势显著。

4 结 论

针对皮肤病变图像分割在医疗诊断中所起的作

用，本文所提出的基于MSEDN的皮肤病变图像分割

算法有效地帮助医生进行诊断。通过采用多尺度的

输入方式对输入图像进行编码传输到相应的解码网

络以及下一层网络。同时，在pool2层输出一个二进

制双线性插值的中间预测层到解码网络的D1层，实

现编码网络中间高频信息进一步传输到解码网络进

行图像还原，提高图像边界的描述及分割精度。

MSEDN网络在皮肤病变图像分割上所取得的成果，

表明该分割算法对比其他的分割算法具有一定的优

势，验证了该网络的有效性及准确性。此外，算法的

所有计算均是在同一块GPU上实现的，虽然对最终

的分割结果产生些许影响，但总体达到实验的最佳

要求。最后，MSEDN网络在皮肤病变图像的成功，

表明了其在其他医学图像分割存在着广泛的应用

前景。
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